Symulacja w Badaniach i Rozwoju
Vol. 7, No. 1-2/2016

Marcin MAZUREK
Wojskowa Akademia Techniczna, Wydzial Cybernetyki
ul. Gen. S. Kaliskiego 2, 00-908 Warszawa
E-mail: marcin.mazurek @wat.edu.pl

Grupowanie trajektorii
w analizie wynikow badan klinicznych

1 Wstep
Wsréd gromadzonych danych klinicznych znajduja si¢  wyniki badan pacjentéw
przeprowadzanych w pewnych odstgpach czasu. Wynikami badan pacjentéw,

rozwazanymi w pracy, sa liczbowe warto$ci parametréw opisujacych stan organizmu,
na przyklad: zawarto$¢ czerwonych krwinek, wapnia, magnezu itd. Z wynikami badan
sa zwigzane daty ich przeprowadzenia, co pozwala na potraktowaé te dane jako
wielowymiarowy szereg czasowy, opisujacy trajektori¢ stanu zdrowia pacjenta: jej
ksztatt wynika ze zmian chorobowych, podjetego leczenia i innych czynnikéw.

Dostgpno$¢ tego typu danych dla szerokiego zbioru pacjentéw umozliwia
wykorzystanie ich ~ do wspomagania decyzji  poprzez zastosowanie modeli
predykcyjnych wykorzystujacych modele i metody uczenia maszynowego. Duzy
wolumen wielowymiarowych danych, potegowany uzyciem mobilnych urzadzen
monitorujacych wybrane parametry stanu zdrowia, wymaga wyodrebnienia z tych
danych wzorcéw, ktére moga by¢ przedmiotem analizy. Tak powstate wzorce moga
zosta¢ zwizualizowane i by¢ przedmiotem analizy eksploracyjnej. Z drugiej strony,
odzwierciedlenie przez indywidualny przypadek jednego z wyodrebnionych wzorcow
stanowi dodatkowg zmienng objasniajacg w modelach predykcji.

Jedng z technik analizy danych jest grupowanie (klasteryzacja). Grupowanie jest
metodg uczenia maszynowego bez nauczyciela. Wynikiem tej procedury jest
wyodrebnienie grup obiektéw w ten sposdb, ze obiekty nalezace do tej samej grupy sa
podobne do siebie, a powinny istotnie si¢ rézni¢ w przypadku przynaleznosci
do réznych grup. Grupowanie moze by¢ postrzegane jako metoda agregacji danych,
ale réowniez stuzy do identyfikacji anomalii oraz odkrycia typowych wzorcow.
Kluczowym elementem kazdej procedury grupowania jest wybdr miary odleglosci
obserwacji od siebie, a ta z kolei zalezy od sposobu reprezentacji i cech szeregu
czasowego.

O ile zmiennos$¢ pojedynczego parametru moze by¢ wizualnie oceniona i pogrupowana
w typowe wzorce, w przypadku wielowymiarowych  szeregdw czasowych ich
wizualizacja przedstawia zawsze pewien przekrdj. Aby pogrupowaé pacjentéw wedtug
charakterystyk zmian, nalezy zastosowa¢ metody automatycznego grupowania.

Klasteryzacja szeregéw medycznych jest poprzedzona transformacja danych
wejsciowych do postaci  regularnych badz nieregularnych szeregéw czasowych.
Przygotowanie danych obejmuje: uzupetnienie brakujacych danych, standaryzacje
zmiennych, interpolacje wynikéw dla chwil, w ktérych nie bytly wykonywane badania,
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eliminacja warto$ci odstajacych. W dalszej kolejnodci nalezy dobra¢ liczbe skupien
oraz miary odleglodci.

Opisana powyzej logika przetwarzania wynikéw danych medycznych jest dost¢pna
w Srodowisku obliczen statystycznych R, jednak jest rozproszona po wielu pakietach.
W artykule opisano implementacj¢ i spos6b wykorzystania autorskiego pakietu
medclust , ktéry udostepnia funkcjonalno$¢ grupowania szeregéw czasowych.

Zaimplementowane w jezyku R procedury zostaly wykorzystane pogrupowania
trajektorii ~ opisujacych poziom PTH oraz Ca w  przypadkach pooperacyjnej
hipokalcemii.

2 Trajektorie wynikéw badan

Zakres informacyjny analizowanej bazy danych stanowig wyniki pomiaréw jednego
lub wigkszej liczby parametrow opisujacych stan zdrowia pacjenta, przeprowadzone
wielokrotnie w przeciggu pewnego okresu.

Ze wzgledu na regularno$¢ przeprowadzanych badan, mozemy wyrdéznic:

e szeregi czasowe regularne, jezeli badanie przeprowadzane jest regularnie
w tych samych odstepach czasu

® nieregularne szeregi czasowe, jezeli odstepy pomiedzy kolejnymi badaniami sg
rézne: w tym przypadku mozna dodatkowo okresli¢, czy odstepy migdzy
konkretnymi  numerami pomiaréw (na przyklad pomigdzy pierwszym
idrugim) sg takie same dla wszystkich pacjentéw, czy tez réznig si¢ i sa
indywidualne dla kazdego pacjenta. W zaleznosci od wystepujacych tu
wzorcOw moze zostaé wykorzystana inny sposéb przygotowania danych
do analizy skupien.

Ze wzgledu na umiejscowienie wynikéw badan w czasie mozemy wyrézni¢ dwa
podejscia:

® wystepowanie wyréznionego zdarzenia, wzgledem ktérego mierzymy daty, na
przyktad operacji, ktéra mogta mie¢ miejsce dla kazdego pacjenta w innym
terminie. Przy tego typu analizie interesujg nas przebiegi czasowe z indeksem
wskazujagcym na polozenie pomiaru wzgledem wyréznionego zdarzenia.
Przyktady szeregdw czasowych odniesionych do daty O, ktéra oznacza dzien
operacji zostaly zamieszczone na rysunku 1 oraz rysunku 2.

e wyréznionym zdarzeniem jest data pierwszego badania, poszukujemy
podobienstw pomigdzy szeregami, przy czym dopuszczamy swobodne ich
przesuwanie w czasie.

W zaleznosci od sposobu pozyskania danych, wyniki badan klinicznych mogg tworzy¢

e szeroka tabele analityczng, w ktérej wiersze odpowiadaja indywidualnemu
pacjentowi, natomiast w kolumnach zapisywane sg wyniki pomiaréw ( nazwa
kolumny determinuje zar6wno rodzaj pomiaru, jak réwniez chwile jego
wykonania) . Ten spos6b zapisu jest charakterystyczny dla ,,r¢cznego” sposobu
opracowywania danych \

e dlugg tabele, w ktérej kazdy pomiar jest wprowadzany jako oddzielny wiersz,
indeksowany przy pomocy trzech zmiennych: identyfikatora pacjenta,
mierzonego parametru oraz chwili przeprowadzenia badania. Dtugie tabele
wynikéw pomiaréw generowane s3 maszynowo.
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Ca - zmiany w czasie

grupa BK

Rys. 1. Wyniki pomiaru poziomu wapnia u pacjentow przed i po operacji (ujemne indeksy
oznaczajq dni przed operacjq)

Fig. 1. Individual patient Ca measurements before and after treatment
(negative numbers are days before treatment)

W zwiazku z powyzszym, zachodzi potrzeba konwersji pomiedzy tego typu formatami
zapisu danych z uwzglednieniem dodatkowej specyfiki szeregéw czasowych oraz ich
transformacji do uniwersalnej reprezentacji, ktéra umozliwi wykorzystanie istniejacych
procedur analitycznych do przeprowadzania analizy skupien. W procesie
przygotowania danych, dla kazdego pacjenta nalezy  skonstruowa¢ regularny,
wielowymiarowy szereg czasowy indeksowany dyskretng wartoscia zmiennej czasu ¢,
w ktéorym uzupelnione zostang brakujace wartosci. Finalnie, po wstepnym
przygotowaniu danych trajektoria wynikéw badan mozna zdefiniowa¢ jako:

X, ={X;(t) eRPdlal=1,..,L} @)
gdzie
tp<tpdlal<l 2)
t,€T=(ab)dla l=1,..,L 3)
X;(t) ERPdlateT ()
3 Pakiet R i algorytmy grupowania szeregéw czasowych

Otwarte $rodowisko obliczen statystycznych R (https://www.r-project.org/) dostarcza
gotowe procedury, ktére moga zosta¢ wykorzystane do grupowania trajektorii.
W érodowisku dostepne sa  pakiety, tworzone przez spoleczno$¢ programistow,
udostepniajace przykltadowe dane, klasy obiektéw oraz procedury.

Podstawowe struktury do przechowywania szeregéw w jezyku R sa dostarczane
w pakiecie ts, oraz pakiecie zoo ktéry rozszerza zakres klas o takie, ktére umozliwiaja
przechowywanie nieregularny, wielowymiarowe szeregi czasowe.
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Przeglad pakietow, wraz z oméwieniem algorytméw mozna odnalezé w pozycji [1].
Najbardziej uniwersalnymi i kompleksowymi pakietami s3:

® dtwclust - grupowanie wykorzystujace Dynamic Time Warping Distance.

®  pdc — grupowanie wykorzystujace metod¢ Permutation Distribution Clustering
Pomocniczg rolg petnig rowniez pakiety:

®  TSclust — miary odlegtosci pomigdzy szeregami czasowymi

e TSDist - pakiet dostarcza algorytmy wyznaczenia miar odlegtoéci dla szeregéw

czasowych

Do grupowania szeregéw czasowych moga by¢ wykorzystywane wszystkie znane
algorytmy wyszukiwania skupien: k-§rednich, hierarchiczne, rozmyte. Cecha
rozrézniajaca jest konstrukcja miary odlegtosci pomiedzy szeregami czasowymi.
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Rys. 2. llustracja przyktadowego odwzorowania pomiedzy punktami szeregu czasowego
Fig. 2. Warping path example

Dynamic Time Warping Distance umozliwia znalezienie odleglosci pomiedzy
nieregularnymi szeregami czasowymi o réznych dlugosciach. Polega na znalezieniu
odwzorowania (ang. warping path):

w = [wywy o wy] (5)
gdzie:
wi =[P akl,  Podr €{1,..,L}dla k ={1,2,..,K} (6)
spelniajacego warunki:
e punktéw krancowych:
wy = [L1], @)
wg = [L,L] (©)]

®  monotoniczno$ci:
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Di < Drsr dla k={1,2,...,K -1} )

Qr < Qgs1dla k={1,2,...,K — 1} (10)
e cigglosci:

wierr — wi € {[1,0],[0,1], [1,1] } (11)

Przyktadowa $ciezka zostala przedstawiona na rysunku 2.

Odleglo$¢ pomiedzy szeregami to minimalna warto$¢ sumy pomiedzy punktami
szeregu, uzyskana dla optymalnej Sciezki w*:

c(w") = Zk=1 D(Pro 1) -

Druga grupa algorytméw wykorzystuje miar¢ odlegloéci pomigdzy szeregami
zdefiniowana na rozkladzie permutacji (PD — Permutation Distribution)[4]. Szereg
czasowy jest dzielony na sekwencje ustalonej dtugosci m. Dla kazdej sekwencji jest
okreslany wzorzec uprzadkowania: poprzez posortowanie obserwowanych wartosci
otrzymujemy m-elementowy ranking. Rozklad permutacji calego szeregu jest okreslony
przez zliczenie relatywnej czgstoSci wystgpowania kazdego z = wzorcow
uporzadkowania.

0-1-2 0-2-1 1-0-2

1-2-0 2-0-1 2-1-0
Rys. 3. Wzorce uporzgdkowania dla sekwencji 3 elementowych wyjetych z szeregu
czasowego

Fig. 3. Ordinal patterns for 3-element sequences

Odlegto$¢ pomigdzy dwoma szeregami czasowymi jest okre§lana jako miara odlegtosci
pomiedzy uzyskanymi rozktadami permutacji. Ten spos6b okreslenia miary nie zalezy
od skali pomiaru wartosci zmiennych tworzacych szereg.

4 Biblioteka medclust

Na potrzeby prowadzonych analiz zostat zbudowany pakiet R, ktéry dostarcza
funkcjonalno$ci zwigzane z przygotowaniem danych oraz samego grupowania danych,
zorientowane na przetwarzanie wynikéw badan klinicznych. Biblioteka udostgpnia
przyktadowe zbiory danych, procedury wstgpnego przygotowania szeregéw czasowych,
obejmujace regularyzacje¢ uzupetnienie brakujacych danych (imputacj¢), normalizacjg
oraz grupowania.

Pakiet zostal udost¢pniony publicznie w repozytorium GitHub i moze zosta¢
zaimportowany przez wywolanie jak ponizej:
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1 install.packages(‘devtools’)
2 devtools::install github('mmazurek-wat/medclust')

Przyktadowa sekwencja wywolania metod przedstawiona zostala na ponizszym
fragmencie kodu. Dla zachowania przejrzysto$ci kodu pominigto okreslanie warto$ci
parametréw wywolania procedur, pozostawiajac domyslne.

library(medclust)

data (pthzoo)

ts<-preprocess (pthzoo)
mdc<-find clusters ts(ts, k=4)
showClusterStats (mdc)

(ST UV I S T

W pierwszej linii nastepuje zaladowanie do pamigci opisywanego pakietu. Po imporcie
pakietow nastgpuje zatadowanie przyktadowego zbioru danych o strukturze pokazanej
na Rys. 4. Podstawowa strukturg danych wykorzystywang w pakiecie jest nazwana lista
szeregéw czasowych. Kazdy element list reprezentuje dane jednego pacjenta. Warto$¢
zmiennych wielowymiarowego szeregu czasowego zwizualizowane zostalty w postaci
kolumn, indeks czasu jest etykieta wiersza.

1 > head(pthzoo)

$°555866°
P PTH Mg Ca
-7 1.92 54 0.84 2.55
1 1.25 46 0.82 2.29
1 NA 15 0.78 1.92
7 2 NA 16 0.69 2.31
3 NA 11 0.66 2.16
5 NA NA NA NA
6 NA NA NA NA

13 P PTH Mg Ca
-7 1.83 53 0.73
-11.19 36 NA

NA NA 0.55

NA NA NA NA

Rys. 4. Przyktadowe dane wejsciowe w formacie nazwanej listy wielowymiarowych
szeregow czasowych z brakami danych

Fig. 4. Example input data stored as named list with missing values

W kolejnej linii zaprezentowanego kodu nastgpuje transformacja danych wejsciowych
do postaci umozliwiajacej wyznaczenie miary odleglosci pomiedzy szeregami.
Procedura preprocess przykrywa logike zwigzang z wszystkimi etapami wstgpnego
przygotowania danych. Dla zaprezentowanego przyktadowego wywotania uzyskujemy
dane:
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1 P
2 -7 0.7870968
3 -6 0.7150538
4 -5 0.6430108
5 -4 0.5709677
6 -3 0.4989247
7 -2 0.4268817
§ -1 0.3548387
9 0 0.3548387
10 1 0.3548387
11 2 0.3548387
12 3 0.3548387
13 4 0.3548387
14 5 0.3548387
15 6 0.3548387

Rys. 5. Przygotowane dane po procesie wstepnej transformacyji

[=NeNeleleNe e Ne Ne e el el ol ol

PTH

.7208653
.7022563
.6836474
.6650384
. 6464294
.6278204
.6092114
.3928821
.1765527
.1905094
.1207258
.1207258
.1207258
.1207258

OO0 000000000000

Mg

.5517241
.5459770
.5402299
.5344828
.5287356
.5229885
.5172414
.4827586
.4482759
.2931034
.2413793
.2413793
.2413793
.2413793

Fig. 5.Data after preprocessing

W kolejnej linii procedura find_clusters_ts

OO0 000000 O OO OoOr

Ca

.0000000
.9562290
.9124579
.8686869
.8249158
.7811448
7373737
.5505051
.3636364
.7575758
.6060606
.6060606
.6060606
.6060606

przeprowadza proces analizy skupien,

ktdrej zagregowane wyniki przedstawione sa na rysunku 6 na wykresie uzyskanym
za pomocg showClusterStats.

Within variance

925
9.00
875
850
825

Rys. 6. Wizualizacja zagregowanych statystyk procesu klasteryzacji
Fig. 6. Clustering outcome visualization

Wizualizacja umozliwia oceng

zréznicowania.

liczebno$ci

skupien oraz ich

wewngtrznego
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5 Wyniki grupowania trajektorii

Wynikiem grupowania trajektorii sg typowe przebiegi zmienno$ci monitorowanych
parametrow, za ktére mozna uwaza¢ centroidy wynikowych skupien. Zostaly one
przedstawione na rysunku 7.

Kazdy z szeregéw czasowych skladat si¢ z czterech parametrow. Przedstawione zostaty

trzy wybrane centroidy.

Clusters' members

e

Rys. 7. Uzyskane Srodki skupien reprezentujgce typowe trajektorie
Fig. 7. Outcome centroids representing typical trajectories

Trajektoria zmian PTH i Ca

Rys. 8. Wizualizacje przebiegu dwdch parametrow uzyskane na podstawie
pogrupowanych wynikow badan
Fig. 8. Visualization of two-dimensional trajectories based on clustering procedure
outcome
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Biblioteka zostala wykorzystana w badaniach wplywu stosowania alfakalcydolu
w okresie przedoperacyjnym na czesto§¢ wystgpowania i przebieg pooperacyjnej
hipokalcemii u pacjentéw poddanych operacji wycigcia gruczolu tarczowego
ze wzgledu na raka tarczycy. Na rysunku 8 przedstawiono przebiegi dwoch z czterech
badanych parametréw.

Przeprowadzajac  grupowanie trajektorii uzyskano grupy pacjentéw o podobnych
przebiegach zmienno$ci badanych parametréw. W dalszej kolejnosci przeprowadzono
analizg, czy spos6b zmiennosci jest powigzany z odczuwanymi dolegliwo$ciami.

8 Whioski koncowe

Przedstawiona w artykule biblioteka dostarcza gotowe metody do przeksztatcania
danych medycznych do formatu regularnych szeregéw czasowych oraz grupowania
wynikowych przebiegéw. Ze wzgledu na relatywnie zlozone struktury danych,
istniejace pakiety z algorytmami grupowania szeregéw czasowych wymagaja naktadu
pracy na przygotowanie danych do odpowiedniego formatu, a nastgpnie wizualizacji
wybranych wynikéw. Zaprojektowany pakiet miat za zadanie maksymalnie uprodci¢
$ciezkg¢ implementacji od pobrania danych do wizualizacji skupiefr, przy zachowaniu
mozliwosci parametryzacji dla zaawansowanych analitykow.

Zaimplementowane procedury moga zosta¢ wykorzystane do budowy interaktywnego
srodowiska analizy skupien, wykorzystujacego platform¢ R Shiny badZ do tworzenia
statycznych opracowan wynikéw badan klinicznych. Implementacja w $rodowisku R
otwiera droge do mozliwosci zastosowania procedur w $rodowisku przetwarzania
danych masowych (Big Data).

Nalezy zauwazy¢, ze zastosowanie metod grupowania wielowymiarowych szeregéw
czasowych nie ogranicza si¢ do wynikéw badan klinicznych. Przedstawiona technika
analizy danych moze zosta¢ wykorzystana do analizy zachowan konsumenckich
w kontekécie zmian abonamentu czy stopnia utylizacji ustugi.
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Streszczenie

Wyniki badan klinicznych moga tworzy¢ wielowymiarowe szeregi czasowe, ktére
opisuja zmiany w czasie istotnych parametrow opisujacych stan zdrowia i kondycje
pacjenta. Analiza tego typu danych polega na wyodrgbnieniu typowych przebiegéw -
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trajektorii w procesie analizy skupien. Klasteryzacja szeregéw medycznych wigze si¢
z transformacjg danych wejSciowych: regularyzacja szeregu czasowego, uzupelnieniem
brakujacych danych, standaryzacja zmiennych. W dalszej kolejnosci nalezy dobrac
liczbe skupien oraz wykona¢ grupowanie metoda k-§rednich, DTW, PDC lub inng.
Te algorytmy sa dostepne w otwartych Srodowiskach obliczen statystycznych, jednak
aby ulatwi¢ analitykom ich zastosowanie, zostal zbudowany pakiet medclust, ktéry
dostarcza ~ wysokopoziomowych  procedur, = domySlnie  sparametryzowanych
do wyszukiwania skupien.

Stowa kluczowe:

Clustering trajectories in clinical researches

Summary

Clinical researches often involves measuring time-varying parameters of body
condition, which forms multidimensional time-series. Typical, representative
trajectories can be extracted with clustering algorithms. In order to apply clustering
algorithms, raw data has to be preprocessed and this includes regularization of time
series, imputation of missing values, values standardization. Next, one of time-series
clustering can be applied: Dynamic Time Warping or Permutation Distribution
Clustering. These algorithms are already available in open environments for statistical
computing like R. In order to facilitate application of the clustering algorithms to the
clinical reasarch data, new R package medclust was implemented. It provides analysts
with ready-to-use high-level procedures with predefined set of parameters values to
analyze clinical trajectories data.
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24



